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摘要:为应对超多类簇聚类问题,
 

提出了一个多角度空间结构的多类簇聚类方法 MS2BC,
 

基于空间结构表示方法

与bagging特征抽样技术从多个角度构建数据的空间结构并进行集成,
 

然后利用集成后空间结构表示完成聚类.
 

在

10个真实数据上的聚类实验验证了 MS2BC方法的有效性.
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无监督学习[1]是机器学习中的一项重要技术,
 

其中聚类分析与应用[2-30]在近年来得到了广泛关注.
传统的聚类方法大致可以分为:

 

基于划分的聚类算法[9-12]、
 

基于模糊理论的聚类算法[16-20]、
 

基于密度

的聚类算法[21-23]等.
 

除此之外,
 

受传统聚类算法的启发,
 

为完成更广泛的任务,
 

越来越多的新颖的聚类算

法被提出[24-30].
 

但以上算法在解决超多类聚类问题时却并不理想[31-33].
文献[34]提出了空间结构表示框架,

 

可有效应对符号型数据空间结构模糊的问题,
 

并应用于符号数据

聚类问题中[35-36].
 

基于空间结构的表示方法将原始符号型数据映射到一个概率表示空间,
 

在保持原有类结

构信息的前提下,
 

该方法提供了更加丰富的测度信息,
 

从而使原始符号数据的类结构信息更加清晰.
 

借助

该思想,
 

本文提出了一种多角度空间结构的数据聚类算法,
 

从多个角度构建数据的空间结构,
 

以期更全面

地识别数据空间中存在的类结构,
 

从而应对多类簇数据聚类问题.
 

该方法利用特征抽样从多个视角刻画原

始数据集,
 

然后构建不同视角下的空间结构表示,
 

再集成这些不同视角下的数据表示得到一个统一的表示

矩阵,
 

最后利用该矩阵完成聚类.
本文的主要贡献包括3个方面:

1)
 

多角度空间结构表示方法.
 

本文提出了一种从多个角度对原始数据集进行空间结构表示的方法,
 

以

更加准确地识别复杂的类簇分布结构;

2)
 

多角度空间结构聚类方法.
 

本文提出多角度空间结构聚类算法框架,
 

集成多个视角所形成的空间结

构来对数据进行更有效地聚类;

3)
 

本文在10个真实数据集上验证了多角度空间结构聚类算法相较于传统聚类算法的优越性.

1 空间结构表示方法

本章内容将分别介绍符号型数据和数值型数据的空间结构表示方法.
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1.1 符号型数据的空间结构表示方法

符号型数据是由一组有限和无序的特征向量来表示,
 

所以无法像数值型数据那样直接度量样本间的相

似度或距离,
 

且难以准确刻画符号型数据的空间分布结构,
 

这导致许多聚类算法无法处理符号型数据.
为更清晰地刻画符号型数据的空间结构,

 

文献[34]基于样本间相似性概率提出了一种空间结构表示方

法,
 

具体如下:
假设U={x1,

 

x2,
 

…,
 

xn}为数据集合,
 

A={a1,
 

a2,
 

…,
 

am}为特征集合,
 

如果A 中的特征均为符

号型特征,
 

则数据集U 为符号型数据集.
假设T=(U,

 

A)为符号数据集,
 

其中U 为样本集,
 

A 为属性集,
 

表1给出了一个表示示例.
表1 符号数据表示示例

a1 a2 … am

x1 a1(x1) a2(x1) … am(x1)

x2 a1(x2) a2(x2) … am(x2)

︙ ︙ ︙ ⋱ ︙

xn a1(xn) a2(xn) … am(xn)

  样本xi 和样本xj 的相似性概率为:

pij =
1
m∑

m

i=1
θi(xi,

 

xj) (1)

其中:
 

αl(x)为数据x 的第l个特征值,

θl(xi,
 

xj)=
1 al(xi)=al(xj)

0 al(xi)≠al(xj) (2)

  通过计算两两样本间的相似性概率,
 

可得到符号型数据的空间结构表示矩阵为:
 

SC=[pij]n×n,
 

在符号

型数据的空间结构中,
 

一个样本的特征为{bi=xi,
 

1≤i≤n},
 

表2给出了符号型数据的空间表示示例.
表2 符号型数据的空间表示矩阵

x1(b1) x2(b2) … xn(bn)

x1 p11 p12 … p1n

x2 p21 p22 … p2n

︙ ︙ ︙ ⋱ ︙

xn pn1 pn2 … pnn

  空间结构表示矩阵可以将符号型数据映射到一个欧式空间.
1.2 数值型数据的空间结构表示方法

虽然空间结构表示方法最初是针对符号型数据提出,
 

但该方法很容易扩展至处理数值型数据任务.
对于数值型特征al,

 

样本xi 和样本xj 相似的概率为:

pal
(xi,

 

xj)=1-
|al(xi)-al(xj)|
max(al)-min(al)

(3)

其中max(al)=max
1≤i≤n

{al(xi)},
 

min(al)=min
1≤i≤n

{al(ai)}.
 

基于公式(3),
 

样本xi 和样本xj 相似的概率为:

p(xi,
 

xj)=
∑
m

l
pal
(xi,

 

xj)

m
(4)

  通过计算两两样本间的相似性概率,
 

可得到数值型数据的空间结构表示矩阵为SN =[pij]n×n.
  本文借助上述空间结构表示方法的思想,

 

提出了一种多角度空间结构聚类算法,
 

通过从多个角度构建

原始数据集的空间结构,
 

使得类簇结构信息更加清晰准确,
 

进而解决数值型数据的超多类聚类问题.
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2 多角度空间结构

2.1 多角度数据表示

为从多个角度刻画原始数据集,
 

本文采用装袋(Bagging)算法.
 

装袋算法被广泛地应用于监督学习任

务中,
 

通过有放回地抽样数据集,
 

训练多个模型,
 

这样可以降低模型泛化误差,
 

其采用的策略为模型平均,
 

即使用训练好的若干学习器来对新的未知样本预测.
 

这种算法是一种集成方法,
 

通过集成多个弱学习器来

提高模型的学习性能.
在这种集成思想的启发下,

 

本文通过对原始数据集的特征进行有放回地抽样,
 

以从多个不同的视角

来刻画原始数据.
 

这样可以从不同的角度来描述一个样本,
 

以期为后续揭示更清晰的类簇分布信息奠定

基础.
 

令U= {x1,
 

x2,
 

…,
 

xn}为数据集合,
 

A= {a1,
 

a2,
 

…,
 

am}为特征集合,
 

通过对特征集A 进行

有放回采样可得到新视角下的特征集描述B= {b1,
 

b2,
 

…,
 

bm}以及新视角下的数据集合U' = {x1
',

 

x2
',

 

…,
 

xn
'}.

本文所提算法每次随机有放回地抽取与原始数据集相同维数的特征,
 

形成新视角下的数据集.
 

为进一

步提升特征对原始数据结构的表达能力,
 

本文在每次特征抽取完成之后,
 

均对新的数据进行特征提取.
 

另

外,
 

当原始数据集的特征较多时,
 

每次形成的数据也具有较高的维度,
 

会导致存储空间的浪费以及降低计

算效率.
 

因此,
 

特征提取在减少存储空间的同时提高了计算效率.
本文所提算法采用PCA降维技术来对数据集进行降维处理.

 

PCA是一种被广泛使用的数据降维算法.
 

其主要思想是将数据从n 维输入空间映射到k维特征空间.
 

即将每个n维数据点通过映射转换成另一个数

据点.
 

其工作原理是,
 

从原始数据空间中依次找出相互正交的坐标方向.
 

第一个坐标方向选择数据集中方

差最大的维度所在的方向,
 

第二个坐标方向选择与第一个方向呈正交的平面中与方差最大的坐标方向,
 

第

三个坐标方向选择与前两个坐标方向呈正交的平面中方差最大的坐标方向,
 

依次类推.
 

最后会发现大部分

数据基本集中在k个坐标方向中,
 

所以后面的坐标方向可直接忽略,
 

从而达到降维目的.
 

对于数据矩阵

U'
n×d,

 

PCA降维流程如下:

1)
 

求U'
n×d 的协方差矩阵Cn×n =COV(U');

2)
 

求解协方差矩阵的特征值和特征向量;

3)
 

选取最大的k个特征值所对应的特征向量组成的矩阵Pd×k;

4)
 

计算Bn×k =Xn×dPd×k;

将B 视为一个视角下的数据集.
 

通过多次对特征的重抽样和提取,
 

可得到多个视角下的数据集描述.
2.2 多角度空间结构融合

为了可以提供更清晰的类簇分布结构信息,
 

本文结合数据的空间结构表示和多角度表示提出一种多角

度空间结构表示方法.
样本间距离度量可以反应更加精细的结构信息,

 

由此本文通过集成多个视角下的空间结构度量信息来

构建统一地、
 

更精细的数据表示,
 

同时将多角度数据映射到同一个欧式空间中,
 

便于之后的聚类分析.
首先,

 

定义一个单一视角下的数据空间结构表示矩阵:

假设B'={x'
1,

 

x'
2,

 

…,
 

x'
n}为第t个视角下的数据集合,

 

基于公式(1)可求得B' 的空间结构表示S'=
[s'

ij]n×n,
 

其中s'
ij =p(x'

i,
 

x'
j).

由空间结构的构造方法易知,
 

空间结构表示的数据由规范化的特征描述,
 

数据存在于第一象限,
 

且取

值范围区间为[0,
 

1].
 

另外,
 

一个数据在多个视角下的空间结构表示的特征维数相同,
 

均为样本个数n.
 

因

此,
 

可通过对应位置求平均的方法对一个数据的多个空间结构表示进行融合,
 

即:

SP =
1
m∑

m

t=1
St (5)
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至此完成了原始数据的多角度空间结构的表示.

3 多角度空间结构

基于数据的多角度空间结构表示方法,
 

提出了一个多角度空间结构聚类算法 MS2BC(multi-view
 

space
 

structure-based
 

clustering).
 

该方法一方面借助了空间结构表示方法在数据类结构清晰化上的优势,
 

另一

方面从多个角度刻画数据的空间结构.
 

因此,
 

当类簇数量增多时,
 

该方法有望缓解直接在原始数据上聚类

难以识别类簇结构的问题,
 

进而提升聚类性能.
 

具体步骤如下:

1)
 

对特征进行与原始特征空间维数相等的装袋算法抽样,
 

得到映射到多个视角的数据集合;

2)
 

对每个视角下的数据集合进行空间结构表示,
 

再集成所有的结构表示信息;

3)
 

对集成后的空间结构表示进行聚类,
 

获得数据集合的类簇划分结果.
对于步骤3),

 

可以采用不同的聚类方法对空间结构表示进行聚类.
 

本文采用的是谱聚类算法.
本小节给出本文所提算法的整体算法流程,

 

伪代码描述如下:

算法 多角度空间结构聚类算法(MS2BC)

输入:
 

数据集D、
 

聚类数目k、
 

特征采样次数m
输出:

 

聚类结果π
(1)

 

begin
(2)

 

置t=0,
 

置S 为0矩阵

(3)
 

for
 

t<m
 

do

(4)
 

对数据集D 执行特征装袋算法抽样得到D'

(5)
 

对D'进行PCA降维得到B'

(6)
 

依据公式(5)计算B'的空间结构表示矩阵S'

(7)
 

置S=S+S'

(8)
 

end
 

for

(9)
 

置SP=
S
m

(10)
 

对SP 进行谱聚类得到聚类结果π

(11)
 

end

  算法整体分为2个阶段:
 

第一阶段是构造多视角空间结构表示;
 

第二阶段基于该空间结构表示聚类.
 

从算法框架可以看出,
 

本文算法在第一阶段构造多视角空间结构表示时,
 

循环m 次,
 

每轮循环将执行特征

装袋算法、
 

PCA降维以及构建空间结构表示矩阵,
 

其中构建空间结构表示矩阵的时间复杂度为O(n2).
 

因

此,
 

算法第一阶段的时间复杂度为O(m(d+O(PCA)+n2)),
 

其中m 表示循环次数,
 

d 表示数据维数,
 

n
代表样本个数.

 

算法的第二阶段利用谱聚类对第一阶段得到的空间结构表示进行聚类.
 

因此第二阶段的时

间复杂度为O(SC).
 

综上所述,
 

本文所提的算法的时间复杂度为O(m(d+O(PCA))+n2+O(SC)).
此外,

 

本文所提算法可并行性较强,
 

且易扩展至处理大规模数据.
 

首先,
 

多角度构建空间结构部分具

有天然的可并行性,
 

不同视角下构建空间结构可分布式运行;
 

其次,
 

在构造空间结构时可选取具有代表性

的样本进行度量,
 

构造空间结构表示矩阵S[n×n']
(其中n'<n 为代表性样本数),

 

从而提升该部分的运行速

率;
 

最后,
 

算法第二阶段所采用的谱聚类可借鉴现有快速算法来加速聚类过程,
 

如U-SPEC[37].

4 实验及结果分析

为验证 MS2BC算法的有效性,
 

本文对比该方法与6个代表性聚类算法在10组真实数据上的聚类

性能.
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4.1 数据集描述

本文实验部分采用10个数据集,
 

数据集的详细信息如表3所示.
 

其中glass,solar,zoo以及segment等

4个数据集类簇较少,
 

lsolet,ORL,corel_5k,Mpeg7,caltech101和Tdt2等6个数据集类簇较多.
表3 数据集描述

数据集 样例量 数据维数 类别数

glass 214 9 6

solar 323 12 6

zoo 101 16 7

segment 2
 

310 19 7

lsolet 1
 

560 617 26

ORL 400 1024 40

Core_5k 5
 

000 423 50

Mpeg7 1
 

400 6
 

000 70

Caltech101 8
 

641 256 101

Tdt2 10
 

212 36
 

771 96

4.2 评价指标

调整兰德指数(adjusted
 

rand
 

index,
 

ARI)和标准互信息(normalized
 

mutual
 

information,
 

NMI)是评价

聚类算法好坏的两个常用指标,
 

被广泛使用,
 

两者均为外部指标.

NMI值定义如下:

pNMI(P,
 

Q)=
I(P,

 

Q)

HH
(6)

其中:
 

P,Q 为两种聚类结果;
 

I(·)为其互信息;
 

H(·)为信息熵.

ARI值定义如下:

pARI =
C2

n∑
i,

 

j
C2

nij -∑iC
2
bi∑jC

2
dj

1
2C

2
n(∑

i
C2

bi +∑
j
C2

dj
)-∑

i
C2

bi∑
j
C2

dj

(7)

其中:
 

nij 表示在分类结果X,Y 中,
 

Xi 类与Yj 类相同的对象个数;
 

bi 表示Xi 类的对象个数;
 

dj 表示Yj

类的对象个数.
两者取值在0~1之间,

 

聚类结果越接近数据集的真实分布,
 

NMI和ARI指标越高.
 

本文采用以上两

个指标衡量所提算法的有效性.

4.3 实验结果及其分析

本文采用的对比方法包括K-means、
 

AP、
 

HC、
 

谱聚类(SC)、
 

U-SPEC[37]以及AD-AP[38]等6种方法.
 

表4列出了7种方法的NMI值,
 

表5列出了7种方法的ARI值,
 

其中粗体表示每个数据集上评价指标取

得的最高值.
从表4可以看出本文所提算法在8个数据集上的NMI值达到了最高,

 

其中在zoo,lsolet,ORL等3个

数据集上 NMI值均达到了0.75以上,
 

说明本文所提算法的聚类性能优于其它算法.
 

另外,
 

在数据集

caltech101上,
 

传统聚类算法的NMI值较低,
 

但本文所提算法确取得了不错的聚类结果.
 

从表5可以看出

本文所提算法在8个数据集上ARI值达到了最高,
 

本文所提算法的聚类性能优于其它算法.
 

另外,
 

在数据

集ORL上,
 

传统聚类算法的ARI值较低,
 

但本文所提算法确取得了不错的聚类结果.
 

本文所提算法在8
个数据集上两个指标均达到了最高.
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上述分析表明我们的算法相比于传统聚类算法具有竞争优势,
 

同时也反映出我们的算法的确克服了传

统聚类算法在类簇数量增多时聚类性能下降的问题.
图1和图2分别表现了在不同数据集上,

 

NMI和ARI随特征抽取次数的增大所发生的变化.
 

从图中

可以清晰看到本文算法较为平稳,
 

且这些折线也反应出当特征抽取次数较小时,
 

聚类性能随抽取次数的增

大而增大;
 

当特征抽取次数较大时,
 

聚类性能随抽取次数的增大而下降.
 

关于如何根据具体规模的数据集

选择合适的特征抽取次数将作为本文未来研究工作.
表4 标准互信息结果比较

数据集 K-means AP HC SC U-SPEC AD-AP MS2BC

glass 0.405
 

7 0.339
 

2 0.151
 

7 0.379
 

4 0.224
 

6 0.380
 

8 0.427
 

4

solar 0.370
 

0 0.357
 

3 0.294
 

5 0.305
 

3 0.264
 

1 0.382
 

1 0.390
 

9

zoo 0.733
 

3 0.691
 

4 0.740
 

3 0.752
 

9 0.761
 

3 0.691
 

4 0.752
 

8

segment 0.600
 

3 0.612
 

9 0.043
 

9 0.536
 

9 0.098
 

1 0.625
 

0 0.622
 

8

Isolet 0.756
 

1 0.724
 

6 0.694
 

9 0.783
 

9 0.793
 

4 0.724
 

6 0.795
 

1

ORL 0.737
 

7 0.757
 

3 0.744
 

0 0.799
 

1 0.829
 

1 0.761
 

6 0.829
 

9

corel_5k 0.268
 

5 0.273
 

6 0.139
 

4 0.271
 

5 0.281
 

8 0.273
 

6 0.299
 

0

Mpeg7 0.682
 

0 0.684
 

8 0.423
 

4 0.716
 

7 0.713
 

4 0.681
 

0 0.736
 

5

caltech101 0.530
 

9 0.500
 

7 0.398
 

8 0.089
 

9 0.529
 

5 0.499
 

1 0.557
 

7

Tdt2 0.393
 

9 0.366
 

7 0.061
 

5 0.615
 

3 0.546
 

8 0.390
 

1 0.681
 

2

表5 调整兰德信息结果比较

数据集 K-means AP HC SC U-SPEC AD-AP MS2BC

glass 0.261
 

4 0.186
 

2 0.019
 

8 0.241
 

5 0.062
 

0 0.233
 

7 0.284
 

1

solar 0.290
 

0 0.281
 

7 0.189
 

2 0.217
 

2 0.174
 

6 0.298
 

5 0.301
 

7

zoo 0.624
 

0 0.480
 

6 0.615
 

9 0.541
 

6 0.670
 

6 0.480
 

6 0.621
 

6

segment 0.451
 

9 0.420
 

4 0.000
 

1 0.425
 

9 0.015
 

7 0.565
 

0 0.472
 

9

Isolet 0.516
 

8 0.482
 

9 0.212
 

0 0.614
 

5 0.560
 

7 0.482
 

9 0.621
 

3

ORL 0.357
 

7 0.394
 

7 0.276
 

8 0.496
 

8 0.538
 

4 0.417
 

1 0.550
 

9

corel_5k 0.193
 

0 0.204
 

2 0.032
 

3 0.168
 

7 0.294
 

0 0.063
 

3 0.356
 

9

Mpeg7 0.260
 

2 0.265
 

5 0.019
 

6 0.062
 

8 0.306
 

2 0.265
 

5 0.406
 

0

caltech101 0.216
 

1 0.165
 

1 0.095
 

2 0.001
 

2 0.172
 

8 0.158
 

8 0.272
 

9

Tdt2 0.023
 

1 0.010
 

3 0.000
 

4 0.138
 

8 0.135
 

5 0.068
 

8 0.151
 

3

5 总结和未来工作展望

大数据背景下的聚类任务中,
 

类簇数量剧增,
 

给传统聚类方法带来了巨大挑战.
 

针对该问题,
 

本

文提出了一种多角度空间结构聚类算法,
 

通过集成数据的多个视角空间结构来加强算法识别类簇的

能力,
 

进而提升聚类性能.
 

从实验结果的对比中可以看出,
 

相较于传统聚类算法,
 

本文所提算法取得

了较高性能指标.
 

未来我们重点研究本文所提算法的快速算法和并行算法,
 

从而有效应对大规模超多

类数据的聚类问题.
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图1 NMI与特征抽样次数变化关系

图2 ARI与特征抽样次数变化关系
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Abstract:
 

Clustering
 

analysis
 

is
 

an
 

important
 

task
 

in
 

the
 

field
 

of
 

machine
 

learning
 

and
 

data
 

mining.
 

In
 

re-
cent

 

years,
 

a
 

large
 

number
 

of
 

clustering
 

algorithms
 

have
 

been
 

proposed
 

and
 

successfully
 

used
 

in
 

many
 

fields.
 

However,
 

the
 

complex
 

development
 

of
 

data
 

at
 

this
 

stage
 

has
 

brought
 

great
 

challenges
 

to
 

the
 

exist-
ing

 

clustering
 

algorithms,
 

in
 

which
 

the
 

rapid
 

increasing
 

number
 

of
 

potential
 

clusters
 

is
 

very
 

representative.
 

To
 

address
 

this
 

problem,
 

a
 

multi-view
 

space
 

structure-based
 

clustering
 

method
 

(MS2BC)
 

is
 

proposed
 

in
 

this
 

paper.
 

Space
 

structure
 

is
 

a
 

data
 

representation
 

method
 

that
 

can
 

maintain
 

the
 

structure
 

of
 

data
 

clusters
 

and
 

provide
 

richer
 

measurement
 

information.
 

Based
 

on
 

the
 

space
 

structure
 

representation
 

method
 

and
 

the
 

bagging
 

feature
 

sampling
 

technology,
 

this
 

paper
 

constructs
 

and
 

integrates
 

the
 

space
 

structure
 

of
 

the
 

data
 

from
 

multiple
 

views,
 

and
 

uses
 

the
 

integrated
 

space
 

structure
 

representation
 

to
 

complete
 

the
 

clustering.
 

Fi-
nally,

 

the
 

superiority
 

of
 

this
 

method
 

over
 

other
 

representative
 

clustering
 

methods
 

in
 

clustering
 

perform-
ance

 

is
 

verified
 

based
 

on
 

10
 

real
 

data.
Key

 

words:
 

clustering
 

analysis;
 

multi-cluster;
 

space
 

structure;
 

clustering
 

ensemble;
 

data
 

mining
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