
第42卷第11期         西
 

南
 

大
 

学
 

学
 

报
 

(自然科学版)           2020年11月

Vol.42 No.11 Journal
 

of
 

Southwest
 

University
 

(Natural
 

Science
 

Edition) Nov. 2020

DOI:
 

10.13718/j.cnki.xdzk.2020.11.017

异构平台上基于OpenCL的矩阵乘并行算法

肖 汉1,4, 肖诗洋2, 李彩林3, 周清雷4

1.
 

郑州师范学院
 

信息科学与技术学院,
 

郑州
 

450044;
 

2.
 

东北林业大学
 

土木工程学院,
 

哈尔滨
 

150040;

3.
 

山东理工大学
 

建筑工程学院,
 

山东
 

淄博
 

255000;
 

4.
 

郑州大学
 

信息工程学院,
 

郑州
 

450001

摘要:在分析开放式计算语言(OpenCL)平台底层硬件构架的基础上,
 

从数据本地化、
 

计算资源利用率和访存带宽

利用率等多个不同角度优化了矩阵乘算法,
 

并实现了矩阵乘算法在OpenCL架构下的加速.
 

实验数据显示,
 

与基于

CPU的单线程算法、
 

基于OpenMP多线程算法和基于统一计算设备架构(CUDA)并行算法相比,
 

基于 OpenCL架

构的矩阵乘并行算法效率更高.
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矩阵乘法是科学计算中最基本的操作之一
 [1-2].

 

然而,
 

由于矩阵乘法运算数据量大、
 

计算密集度高,
 

许

多传统数据处理方法都难以满足实时性要求.
 

如何进行大数据量的快速处理,
 

降低运算时间,
 

提高整体应

用系统的时效性已显得尤为重要[3].
近年来,

 

随着并行算法技术与并行处理构架的发展,
 

多核CPU,FPGA,GPU等新型加速平台开始被研

究和运用
 [4-7].

 

开放式计算语言(open
 

computing
 

language,
 

OpenCL)是一种通用的国际标准,
 

可用来在不

同架构CPU,GPU,FPGA等设备上使用统一的接口来设计,
 

包括编程语言规则、
 

程序设计语言、
 

函数库、
 

应用编程接口等[8].
目前,

 

国内外研究学者在矩阵乘算法的加速和优化方面已有一些代表性工作[9-20],
 

但是算法本身加速

效果均不明显.
 

本文将根据矩阵乘算法的运算特性和GPU架构特征,
 

实现OpenCL加速的矩阵乘并行算

法.
 

同时,
 

通过性能参数传递机制,
 

实现了该算法在不同计算平台上的性能移植.

1 并行化实现与优化矩阵乘算法

1.1 并行算法描述

一个n×n 的方阵A 乘以n×n 的方阵B 可得一个n×n 的方阵C:

An×n ×Bn×n =Cn×n

其中C 矩阵的元素cij= ∑
n-1

k=0
aikbkj,

 

0≤i,
 

j≤n-1.
 

在基于GPU实现的矩阵乘法中,
 

将n阶矩阵分成

Sx ×Sy 个大小为m×r的矩阵子块,
 

其中:
 

m=n/Sx,
 

r=n/Sy,
 

Sx 与Sy 分别为GPU在x,y方向设

置的工作组大小.
 

使用Sx ×Sy 个工作组执行分块乘时,
 

每个工作组计算一个Ci,j 块.
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算法 OpenCL架构上的矩阵乘法算法

输入:
 

矩阵An×n,
 

Bn×n.
输出:

 

矩阵Cn×n.
Begin
  for

 

all
 

Sx×Sy
 par-do

    for
 

i=0
 

to
 

Sx-1
 

do
      for

 

j=0
 

to
 

Sy-1
 

do
        Ci,j=0
        for

 

k=0
 

to
 

Sx-1
 

do
          Ci,j=Ci,j+Ai,

 

k*Bk,j

        end
 

for
      end

 

for
    end

 

for
  end

 

for
End

图1 矩阵乘并行算法执行模式

1.2 并行算法执行模式

基于 OpenCL的矩阵乘 GPU 并行

化处理执行模式见图1.

1.3 矩阵乘并行算法在OpenCL上的实

现

1.3.1 并行算法设计

在GPU上创建矩阵乘并行计算工作

项网格.
 

计算网格的输入数据是方阵A
和方阵B,

 

包括Sx×Sy 个工作组,
 

每个

工作组处理一个矩阵子块.
 

每个工作组

包括32*32个工作项,
 

每个工作项处理

矩阵子块中的一个矩阵元素.
计算网格的输入矩阵数据一般都存

储在慢速全局存储器中,
 

在计算矩阵乘

结果每个矩阵元素时,
 

需要频繁地从全

局存储器读取计算数据.
 

设输入n 维矩

阵方阵,
 

则生成n 维结果矩阵方阵进行

乘—加运算的时间复杂度为O(n3),
 

所

需要的全局存储器访问的次数为n3 量

级.
 

也就是说,
 

每计算一个结果矩阵元素

就需要进行n 次全局存储器的访问,
 

这

将严重影响算法的效率.
 

本地存储器相

对于全局存储器具有更高的访存速度,
 

为了缓解显存带宽与运算性能之间的不

平衡,
 

可先将矩阵子块数据从全局存储

器中取出,
 

存储到高速本地存储器中,
 

供

一个工作组内所有的工作项使用,
 

每次
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计算只需要从本地存储器中读取数据即可.
 

但由于可供每个工作项使用的本地存储器仅为16
 

KB,
 

当矩阵

子块中数据量较多时,
 

无法一次性放入本地存储器.
 

这就需要适当控制矩阵子块的大小,
 

保证每个矩阵子

块的数据放入本地存储器.
 

最后将结果矩阵数据转储在GPU的全局存储器中.

1.3.2 计算核心的启动配置

N维索引空间NDRange与工作组的大小会影响到加速的性能.
 

矩阵乘并行算法的计算网格配置时二

维工作空间NDRange的维度应取得较大.
 

这样,
 

就有更多的工作组可以被分配到GPU的CU中.
 

CU以

warp为单位执行工作组,
 

在同一个CU上可以同时存在多个工作组的上下文和多个warp上下文,
 

但一个

时刻只有一个warp被执行.
 

如果有多个warp能被调度,
 

GPU的容许时延机制会按照优先级进行调度,
 

这

样利用零开销的工作项或warp调度选取其他工作项或warp执行,
 

便能充分利用硬件资源来掩盖延迟时

间.
 

如果CU只分配了一个工作组,
 

由于属于同一个工作组的若干个warp会有比较大的几率会同时进入

长延时操作,
 

就会使CU中的PE处于长时间等待.
 

而属于不同工作组的warp在同一个CU上执行时,
 

当

一个工作组的所有warp都进入长延时操作,
 

在其他工作组中的warp将有较大几率处于就绪态,
 

系统就有

可马上执行的warp,
 

更好隐藏了延时.
并行算法中工作组尺寸要划分合理,

 

不同的工作组布局对存储器访问的性能是不同的.
 

每个工作组的

工作项数量应为warp
 

size(32)的整数倍.
 

这样可以提高访问全局存储器和本地存储器的效率.
 

尽可能同时

执行更多的工作项,
 

以便隐藏存储器延时.
 

本文设计的每个工作组中有192个工作项,
 

这样有助于提高系

统的执行效率.
 

矩阵乘内核函数的工作空间设置为globalWorkSize[0]×globalWorkSize[1],
 

工作组内工

作项值的大小为localWorkSize[0]×localWorkSize[1],
 

核函数的网格配置如下:

size_tlocalWorkSize[]={Matrix_SubblockSize,
 

Matrix_SubblockSize}

size_tglobalWorkSize[]=
(n+Matrix_SubblockSize-1)/Matrix_SubblockSize,

 

(n+Matrix_SubblockSize-1)/Matrix_SubblockSize  
clEnqueueNDRangeKernel

cqCommandQueue,
 

ckKernel,
 

2,
 

0,
 

globalWorkSize,

localWorkSize,
 

0,
 

NULL,
 

&GPUExecution  
1.3.3 数据坐标变换

在进行每个工作项的任务分配时,
 

需要将矩阵子块中所有工作项在工作空间中的位置与一个矩阵元素

对应处理.
 

算法利用系统内建函数建立了工作项的ID索引workItemID如下.

workItemID=get_local_id(0)+get_group_id(0)*get_local_size(0)

1.4 针对GPU架构特性的优化

在OpenCL计算模型中,
 

系统定期从一个warp切换到另一个warp进行工作项调度,
 

以最大限度利用

计算单元的计算资源.
 

如果32个工作项处于同一个warp中,
 

则它们是被系统绑定在一起执行同一指令.
 

所以,
 

在每个工作组中包含的工作项总量应为32的整数倍,
 

一般应保持在64至256之间,
 

根据任务量的

情况来确定工作组每个维度上的尺寸.
 

表1中显示了矩阵大小为600×600,
 

在工作组中设置不同数量工作

项时的系统运行时间,
 

从中可以看出当工作项为192时,
 

系统性能最优.
表1 工作组大小对运算速度的影响

工作组中的工作项数 运行时间/ms 工作组中的工作项数 运行时间/ms

64 7.726 192 3.182

96 5.621 224 3.282

128 5.484 256 3.434

160 4.213
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2 实验测试与分析

2.1 测试环境和数据记录

硬件平台1:
 

CPU为Intel
 

Westmere
 

E5690
 

2.4GHz(六核心),
 

系统内存为2.67GHz,
 

12.0GB.
 

GPU
为NVIDIA

 

Tesla
 

K40,
 

其中SM数为15,
 

工作组中最大工作项数为1024,
 

每个SM中最大激活工作项数

为2048,
 

每个SM中最大激活工作组数为16,
 

每个SM中最大寄存器数为64KB,
 

每个SM 中最大本地存

储器为16KB.
硬件平台2:

 

CPU为Intel
 

Westmere
 

E5690
 

2.4GHz(六核心),
 

系统内存为2.67GHz,
 

12.0GB.
 

GPU
为AMD

 

Radeon
 

HD5870,
 

核心频率为850MHz,
 

总共1280个流处理器;
 

显存采用频率为4.8GHz的GD-
DR5,

 

容量为1000MB,
 

位宽为256位.
软件平台:

 

Windows7
 

64位操作系统;
 

Visual
 

Studio
 

2015集成开发环境;
 

并行开发环境为CUDA
 

Toolkit
 

8.0,
 

其内部支持OpenCL
 

1.2标准.
实验采用矩阵规模大小分别为100×100,200×200,400×400,600×600,800×800,1

 

000×1
 

000,

1
 

400×1
 

400共7组测试数据,
 

矩阵乘法算法分别运行于基于单线程CPU串行系统、
 

基于多线程CPU的

OpenMP系统、
 

基于 NVIDIA
 

GPU 的CUDA系统、
 

基于 AMD
 

GPU 的 OpenCL系统和基于 NVIDIA
 

GPU的OpenCL系统,
 

并记录系统处理时间(表2).
表2 不同计算平台下矩阵乘算法执行时间

矩阵大小
串行处理时间/

s

并行处理时间/s
OpenMP CUDA AMD

 

OpenCL NVIDIA
 

OpenCL
100×100 0.006 0.003 0.002 0.002 0.002

200×200 0.057 0.018 0.010 0.013 0.010

400×400 0.461 0.088 0.066 0.080 0.055

600×600 3.182 0.583 0.228 0.228 0.203

800×800 8.789 1.598 0.517 0.459 0.429

1
 

000×1
 

000 20.362 3.695 1.031 1.012 0.898

1
 

400×1
 

400 57.796 10.321 2.793 2.599 2.353

  为了对各种架构下的并行算法效率进行验证,
 

将CPU串行算法执行时间与并行算法执行时间的比值

(加速比)作为衡量加速效果的依据:
 

基于多核CPU的 OpenMP并行算法运算时间与基于NVIDIA
 

GPU
的OpenCL并行算法运算时间的比值是相对加速比1;

 

基于NVIDIA
 

GPU的CUDA并行算法运算时间与

基于NVIDIA
 

GPU的OpenCL并行算法运算时间的比值是相对加速比2.
加速比反映了相应架构下并行算法相比CPU串行算法整体效率提升情况,

 

可以用于对实际系统速度

方面的客观评价(表3).
 

而相对加速比1可用于反映基于OpenCL的NVIDIA
 

GPU并行算法相比基于多

核CPU的OpenMP并行算法的效率提升效果,
 

相对加速比2则可用于反映基于NVIDIA
 

GPU的OpenCL
并行算法相比基于GPU的CUDA并行算法的效率提升效果.

表3 不同计算平台下矩阵乘并行算法性能对比

序号 矩阵大小
加  速  比

OpenMP CUDA AMD
 

OpenCL NVIDIA
 

OpenCL

相对加

速比1

相对加

速比2
1 100×100 2.00 3.00 3.00 3.00 1.50 1.00

2 200×200 3.17 5.70 4.38 5.70 1.80 1.00

3 400×400 5.24 6.99 5.76 8.38 1.60 1.20

4 600×600 5.46 13.96 13.96 15.67 2.87 1.12

5 800×800 5.50 17.00 19.15 20.49 3.73 1.21

6 1
 

000×1
 

000 5.51 19.75 20.12 22.67 4.11 1.15

7 1
 

400×1
 

400 5.60 20.69 22.24 24.56 4.39 1.19
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2.2 并行算法性能分析

通过实验对基于NVIDIA
 

GPU的 OpenCL矩阵乘并行算法、
 

基于 AMD
 

GPU的 OpenCL矩阵乘并

行算法、
 

基于单核CPU的矩阵乘单线程算法、
 

基于OpenMP的矩阵乘多线程算法和基于CUDA的矩阵

乘并行算法进行对比.
 

表2统计了各种算法在不同矩阵大小中进行矩阵乘法的运行时间.
 

从表2可知,
 

单线程和多线程的CPU版本的运算时间最长,
 

并且运算时间随矩阵规模的增加而明显增加.
 

但是相比

串行算法,
 

OpenMP并行算法的执行时间增长更慢,
 

获得了5.6倍的加速比.
 

在CPU+GPU异构计算平

台上运行的算法都有着较好的性能,
 

实验中运算在各种矩阵规模下的矩阵乘算法均可在3s内完成.
 

同

时,
 

随着矩阵规模的增加,
 

CUDA加速的矩阵乘并行算法和OpenCL加速的矩阵乘并行算法的运行时间

增加都较为平缓.

由表3数据可得图2所示3种并行算法的加速比对比图.
 

随着运算数据量的增大,
 

基于GPU加速

的矩阵乘并行算法相比 OpenMP并行算法获得了更大的加速比,
 

这是由于相比具有六核心的CPU,
 

GPU可为大量数据的并行处理提供更充裕的计算资源和创建更多的工作项,
 

从而获得的加速比较大.
 

相对加速比2的曲线反映出基于OpenCL架构的并行算法相比基于CUDA的并行算法具有1.21倍的加

速效果.
 

这主要是因为系统通过预编译来加载算法内核时,
 

采用了离线生成二进制文件的方法显著减少

了应用初始化时间.

当矩阵大小比较小时,
 

系统启动的参与并行运算处理的工作项不多,
 

并没有充分利用GPU中大量的

CU.
 

随着矩阵大小的扩大,
 

系统启动的工作项数目在不断增多,
 

算法获得的加速比也随着系统负荷的不断

增加而扩大.
 

当GPU的运算负荷接近饱和状态时,
 

获得的加速比相应地也逐渐减缓.
 

同时,
 

CUDA加速的

矩阵乘并行算法受制于硬件平台,
 

OpenCL加速的矩阵乘并行算法分别在AMD
 

GPU和NVIDIA
 

GPU平

台上取得了22.24倍和24.56倍加速比,
 

说明在多种硬件平台上基于OpenCL的矩阵乘并行算法能够在最

大程度上实现性能的可移植性和兼容性.

序号所代表的矩阵大小见表3.

图2 不同计算平台下矩阵乘并行算法的加速比对比

3 结束语

为使矩阵乘并行算法在异构处理平台下充分利用GPU的处理能力,
 

本文针对OpenCL模型采用基于
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工作组和工作项两级并行计算方式,
 

通过分析GPU构架特性,
 

合理安排工作项组织结构,
 

并对GPU的本

地存储器的分配进行了优化.
 

实验数据显示,
 

与基于CPU的单线程算法、
 

基于OpenMP多线程多核CPU

并行算法和基于CUDA架构的并行算法相比,
 

利用OpenCL加速的矩阵乘并行算法效率更高,
 

实现了对大

数据集的跨GPU计算平台实时处理.
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Abstract:
 

Based
 

on
 

an
 

analysis
 

of
 

the
 

underlying
 

hardware
 

architecture
 

of
 

Open
 

Computing
 

Language
 

(OpenCL)
 

platform,
 

this
 

paper
 

optimizes
 

the
 

matrix
 

multiplication
 

algorithm
 

from
 

several
 

different
 

an-

gles,
 

such
 

as
 

the
 

data
 

localization,
 

the
 

computing
 

resource
 

utilization
 

ratio
 

and
 

the
 

utilization
 

ratio
 

of
 

the
 

memory
 

bandwidth,
 

and
 

realizes
 

the
 

acceleration
 

of
 

matrix
 

multiplication
 

algorithm
 

in
 

OpenCL
 

architec-

ture.
 

The
 

experimental
 

data
 

show
 

that
 

the
 

matrix
 

multiplication
 

parallel
 

algorithm
 

based
 

on
 

OpenCL
 

ar-

chitecture
 

is
 

more
 

efficient
 

than
 

the
 

single
 

thread
 

algorithm
 

based
 

on
 

CPU,
 

the
 

multi-thread
 

algorithm
 

based
 

on
 

Open
 

Multi-Processing
 

(OpenMP)
 

and
 

theparallel
 

algorithm
 

based
 

on
 

Compute
 

Unified
 

Device
 

Architecture
 

(CUDA).

Key
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matrix
 

multiplication;
 

graphic
 

processing
 

unit
 

(GPU);
 

open
 

computing
 

language
 

(OpenCL);
 

parallel
 

algorithm
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